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neuronas artificiales, dispuestas en capas y con muchas conexiones entre ellas. Estos

sistemas aprenden de la experiencia (datos) guardando el conocimiento en la configuracién

Palabras clave de los valores de ciertos parametros que los caracterizan, los pesos sinapticos. Se las utiliza,

entre otras cosas, para reconocimiento de sonidos, imagenes, clasificaciéon de datos y
Neurona artificial-Peso predicciones. La complejidad de ciertas tateas como el procesamiento de datos no
sinaptico-Aprendizaje- estructurados proveniente de diversas fuentes como imagenes, sonido o texto requiere
Clasificacién-Separabilidad modelos con multiples capas en cuyo caso se habla de Deep Learning. Una neurona
lineal artificial tiene un funcionamiento sencillo que imita al de una neurona biolégica, pudiendo

adquirir dos estados de activacion, “0” (apagada) y “1” (encendida) dependiendo del valor

de las entradas. Cada neurona recibe una o més entradas que combina linealmente para

producir una sefial neta. Si la entrada neta supera un cierto umbral la neurona se dispara y

emite una sefial o salida de valor “1” y si no permanece apagada y la salida es de valor “0”.

En este articulo se describe el modelo matematico del Perceptron simple para clasificar
datos linealmente separables en dos categorias. Asimismo, se exponen los fundamentos de
la regla de aprendizaje para actualizar los pesos sindpticos. También se explica cémo
configurar un modelo de Perceptron multicapa para separar una serie de datos en cuatro
clases, siempre que se puedan agrupar en categorias linealmente separables. Finalmente se
sefialan las limitaciones del método de aprendizaje presentado dando paso a los algoritmos
basados en la aplicacién del método del gradiente descendente para minimizar el valor de

una funcién de error dependiente de todos los pesos sinapticos de la red.
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THE PERCEPTRON: AN ARTIFICIAL NEURAL
NETWORK TO CLASSIFY DATA

Abstract

KEYWORDS
Artificial neuron-synaptic weight-
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separability

Artificial neural networks are computational models of Machine Learning that are made up
of elementary processing units, called nodes or artificial neurons, arranged in layers and with
many connections between them. These systems learn from experience (data) by storing
knowledge in the configuration of the values of certain parameters that characterize them,
the synaptic weights. They are used, among other things, for recognition of sounds, images,
data classification and predictions. The complexity of certain tasks such as the processing of
unstructured data from vatious sources such as images, sound or text requires models with
multiple layers, in which case we speak of Deep Learning. An artificial neuron has a simple
operation that mimics that of a biological neuron, being able to acquire two activation states,
"0" (off) and "1" (on) depending on the value of the inputs. Each neuron receives one or
more inputs that it linearly combines to produce a net signal. If the net input exceeds a certain
threshold, the neuron fires and emits a signal or output value "1" and if it does not remain
off and the output is value "0".

This article describes the simple Perceptron mathematical model to classify linearly separable
data into two categories. Likewise, the fundamentals of the learning rule to update the
synaptic weights are exposed. It is also explained how to configure a multilayer Perceptron
model to separate a series of data into four classes, as long as they can be grouped into linearly
separable categories. Finally, the limitations of the learning method presented are pointed out,
giving way to algorithms based on the application of the descending gradient method to
minimize the value of an error function dependent on all the synaptic weights of the network.
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INTRODUCCION

Las redes neuronales artificiales son sistemas computacionales capaces de realizar tareas como
reconocer imagenes, sonidos, identificar una huella digital, clasificar un objeto a partir de sus
propiedades o hacer predicciones como del valor de un indice financiero entre otras. Se trata de
un caso especial de modelos de aprendizaje automatico (Machine Learning) que permiten que las
computadoras aprendan a realizar tareas sin programarlas, es decir sin indicarle las reglas a seguir
para realizarlas. Estos sistemas aprenden de la experiencia (datos) guardando el conocimiento en
la configuracién de los valores de ciertos parametros que los caracterizan. Los métodos de
aprendizaje son, en general, de tres tipos: aprendizaje supervisado, aprendizaje no supervisado y
aprendizaje por refuerzo. Estin constituidas por unidades elementales de procesamiento
denominadas nodos o neuronas, dispuestas por capas muy interconectadas. La cantidad de capas
(profundidad de la red) requerida o de neuronas por capa como asi también las conexiones entre
neuronas aumentan a medida que se torna mas compleja la tarea que la red debe aprender a
realizar. Se utiliza el término Deep Learning para referirse al aprendizaje automatico basado en
modelos compuestos por multiples capas de neuronas artificiales. El modelo mas simple,
denominado Perceptrén, fue el primer modelo de red neuronal artificial desarrollado por
Rosenblatt en 1958. Su estructura consta de una capa de entrada de varias neuronas lineales que
transmiten la informacion sin procesarla y una capa de salida formada por una tnica neurona que
procesa las sefiales de entrada, permitiendo clasificar datos en dos categorfas segtin los patrones

de salida u outputs que ellos producen.

Una neurona artificial esta inspirada en el funcionamiento de una neurona bioldgica. Esta tltima
es una célula nerviosa con un cuerpo o soma, rodeado de una setie de ramificaciones o dendritas.
Unido al cuerpo existe un filamento conocido como axén que se extiende y ramifica en terminales
axonicos. Cada neurona recibe sefiales eléctricas a través de las dendritas. Las sefales recibidas
son procesadas o integradas en el cuerpo. Cuando la sefial eléctrica resultante supera un potencial
o voltaje umbral se dispara un potencial de accion a través del axon. El potencial de accién llega
a los terminales axénicos y mediante un mecanismo quimico en el que participan sustancias
denominadas neurotransmisores se establecen conexiones o sinapsis con las dendritas de otra
neurona generandose un potencial postsindptico excitatorio o inhibitorio cuya magnitud depende
de la intensidad o peso sindptico con que se conecten ambas neuronas. Este proceso de
ponderacién de sefiales suma y activacion se repite en las demds neuronas y se recupera patra

modelizar el funcionamiento de una neurona artificial.
1. MODELO DE NEURONA ARTIFICIAL. EL PERCEPTRON SIMPLE.

El equivalente artificial de una neurona bioldgica es el nodo o neurona artificial U; cuyo esquema
se muestra en la figura 1. Se trata de una unidad de procesamiento que combina linealmente n
sefiales de entrada x; multiplicando cada una de ellas por un peso sinaptico w;; para producir una

entrada neta vj
Uj = le.xl + sz.xz + .-+ an.xn

que utilizando el simbolo de sumatoria queda expresada como:
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=n
Uj = Z Wl] X;
i=1

Sila entrada neta iguala o supera un cierto potencial umbral 8, entonces la neutona dispara un
potencial o activacién @; de valor 1y sinolo alcanza, la neurona permanece inactiva y la activaciéon
se considera de valor 0. Este comportamiento corresponde al modelo de una neurona binaria y se

describe matematicamente mediante una funcién de activacién escalén, del siguiente modo:

1siv; >0
— — J =
“f‘f(”f)_{o siv; <6

Figura 1: Modelo de neurona artificial

N
Wy
W2 j\ "

Xp——*

Fuente: Elaboracién propia

Definiendo el vector de entradas o inputs como aquel cuyas componentes son las sefiales de

entrada, es decir:
X=(%1, X, e e) X )
Y el vector de pesos sinapticos como:
Wy = (WijWaj, oo Wj )
la entrada neta v se obtiene como resultado del producto escalar entre los vectores X y W;
Luego, la activacion o salida de la neurona esta dada por
a; = 0 si WJX<6

Teniendo en cuenta que el producto escalar se puede calcular multiplicando las normas de los

vectores ||W]| y |IX]| por el coseno del angulo comprendido entre ellos del siguiente modo

W; X = ||\X/]|| IX]|. cos ¢

donde 0 < ¢ < 7 es el angulo comprendido entre los vectores W; y X, y que la proyecciéon

ortogonal de X sobre W; estd dada por
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xy = [[X]]. cos ¢
Resulta valida la siguiente igualdad
W)X = W x

La condiciéon que permite separar los patrones de entrada en dos clases, segin que la activacién
de la neurona sea @ =0 o a@j =1, se denomina frontera de decision y queda expresada

matematicamente por la siguiente ecuacion

Wj - X =0
O su equivalente
Wj X 0
Xy = T =
Sl Il

Cada patrén de entradas a la neurona Uj es un vector X que se puede representar en un espacio n
dimensional o espacio patrén de entradas. Si se supone, sin perder generalidad, que la neurona

tiene dos entradas, cada vector X tiene dos componentes y el espacio de entradas es
bidimensional. Una vez elegidos los valores de los pesos sindpticos y del umbral, ”W]” y 0

quedan fijos, y por lo tanto la frontera de decision esta determinada por todos los vectores X que

. . 0 i .
tienen proyeccién ortogonal sobre W; de valor xy = VI y su representacion grafica es una
J

recta perpendicular al vector de pesos sinapticos W; como puede apreciarse en la figura 2.

Figura 2: Frontera de decision lineal

w2

g=1{Clase A)

aj=0{Clase B)

*1

Fuente: Elaboracién propia

Cualquier patrén de entradas caracterizado por un vector X cuya proyeccioén ortogonal sea xy >

i produciri una activacién de la neurona de valor a; = 1 y sera clasificado como perteneciente
J

a la Clase A, mientras que aquellos patrones representados por vectores X que satisfagan la

condiciéon xy < ™I producirin una activacién de valor @; = 0 y serdn ubicados en la Clase B.
J
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Si los patrones de entradas son de dimensién 3, la frontera de decisién es un plano cuya normal
tiene la direccién del vector de pesos sindpticos. Para casos de dimensiéon n > 3 la frontera que

separa las clases o categorias es un hiperplano y no admite representacion grafica.

Por lo visto, una neurona binaria como la de la figura 1 o TLU (Threshold Linear Unit) con una
funcién de activacion escalon que produzcea una salida binaria puede clasificar en dos categorias
aquellos datos o patrones de entrada siempre que se puedan separar por fronteras de decisiéon

lineales. Tales conjuntos de datos se dice que son linealmente separables.

Un ejemplo de separabilidad lineal en el plano es el que corresponde a los patrones que

caracterizan a la funcién 16gica AND que se muestran en la Figura 3:

Figura 3: funcion AND
X1 Xo ouT

0 0
0 1
1 0
1 1

—,|O|lO|O

Es posible elegir una configuracién de valores de pesos sinapticos y umbral que definan una
frontera de decision que separe los patrones en dos clases, aquella a la que pertenezcan los

patrones cuya salida es 0 y la que contiene el unico patrén con salida 1. Dichos valores podrian

ser wp = 1,W2 = 1y9 = 1,5

La condicién de separacion para dicho conjunto de valores esta dada por la ecuacion
1.x1 + 1.xZ = 1,5

la que claramente define una recta, la frontera de decision.

La representacion grafica de los patrones de entrada, la frontera de decision y el vector de pesos

sindpticos en el espacio de dos dimensiones se muestra en la figura 4.
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Figura 4: Separabilidad lineal

- %1
(00] (1,00

Fuente: Elaboracién propia

Encontrar los pesos sinapticos y el umbral para conseguir que una neurona binaria de dos entradas
clasifique en forma adecuada patrones que sean linealmente separables es tarea facil y puede
resolverse graficamente. Sin embargo, si se trata de patrones de entrada de dimensién mayor,
encontrar los parametros mencionados para lograr la clasificacién requiere de un procedimiento
iterativo conocido como algoritmo de entrenamiento. Antes de describir dicho procedimiento,
resulta conveniente mostrar una transformacién que permitira ajustar el umbral de la neurona

como un peso sinaptico mas. Para ello partiendo de la condicién de decision:

n
z Wij.xi =0
i=1

Es posible escribir

i=1
O bien
n+1
Z WU X 0
i=1
Donde en la ultima expresién se ha considerado W41 j = 0 y X4 = —1

La condicién puede escribirse, utilizando vectores, como
W-X =0

Donde W es ahora un vector de dimensién n + 1 denominado vector de pesos aumentado,

cuya (n + 1)_ésima componente es igual a 8 y X= (xq, X3, *+, X, —1)
Por lo tanto

Si W-X >0 entonces a = 1y si W-X <0 entonces a = 0
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El signo del producto escalar esta determinado por el angulo entre los vectores W y X como se

muestra en la Figura 5:

Figura 5: Signos del producto escalar segiin el dngulo entre los vectores

=0 =0

Fuente: Elaboracién propia
2. ¢COMO APRENDE EL PERCEPTRON SIMPLE?

El conocimiento que aprende una red queda guardado en el valor de los pesos sinapticos. Estos
se van modificando gradualmente por medio de un proceso iterativo, hasta obtener los valores
que configuran la red para que las salidas producidas no difieran de las conocidas o etiquetas de
los datos utilizados para el entrenamiento (aprendizaje supervisado). La diferencia entre las salidas
reales y las deseadas para un patrén de entrada determina los cambios a introducir en los pesos
sindpticos. Cualquier férmula para dichas modificaciones se conoce como regla de aprendizaje. Se
denomina algoritmo de entrenamiento o aprendizaje al proceso completo que incluye hasta el
orden en que se presentan los datos de entrenamiento, el criterio para decidir la terminacién del

proceso, ctc.

Supodngase tener que entrenar una neurona binaria utilizando un conjunto de entrenamiento
consistente en pates {X, ¥} donde X es el vector que recoge las entradas € y es la salida deseada.
La neurona puede tener n entradas, aunque resultard conveniente considerar el caso de dos
entradas para poder seguir razonamientos e interpretaciones graficas en el plano. Se trabajara con

el vector aumentado de pesos W.

Supoéngase ahora que al vector X del conjunto de entrenamiento le corresponda salida deseada
y = 1, en tanto que para el vector actual W la salida o activacion real sea a = 0. Es evidente que
la neurona clasificé mal a este patrén y por lo tanto habra que hacer una modificacién de los
pesos. Para haber ubicado al patrén en la clase o categoria correcta la activacién de la neurona
debié haber sido 1, en cuyo caso el producto interno debié satisfacer W + X>0 cuando en verdad
se satisfizo W + X<(. Para corregir esta situacion debe rotarse W en el sentido en que disminuya
el angulo @ sin provocar un cambio drastico, lo que puede conseguirse sumando a W un multiplo
escalar de X para producir una actualizacién de pesos W '=W+a.X con 0 < a < 1 como ilustra
la Figura 6.
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Figura 6: Actualizacién de pesos en caso de quesea y —aj; =1

g

Fuente: Elaboracién propia

Contrariamente, si el error de clasificacién hubiese sido producir una activacion a; = 1 para una
salida deseada y = 0, el producto interno W-X tuvo signo positivo cuando debié ser negativo. En
tal caso, la actualizacién del vector de pesos se consigue rotando W en el sentido en que aumente

el angulo @ haciendo W '=W-a.X como se muestra en la Figura 7.

Figura 7: Actualizacion de pesos en caso de que seay —aj; = —1

X

Fuente: Elaboracién propia

Ambas actualizaciones se combinan en una Unica regla del siguiente modo:
W '=W+a.(y —a).X
La variacion del vector de pesos en cada actualizacién sera:
AW = a.(y —a)X
Y para cada componente:
Aw; = a.(y — a).x; Vi=lan+1

ConWpiq = 0 yxu4q = —1 siempre. El parimetro a se denomina tasa o razén de aprendizaje
ya que controla la magnitud del cambio de los pesos en cada iteracién y en consecuencia mide la

velocidad con que la unidad de procesamiento o neurona aprende.

Este algoritmo de aprendizaje es conocido como la Regla de entrenamiento del Perceptron. Se trata de

un procedimiento iterativo que puede sintetizarse en los siguientes pasos:

Repetir hasta haber utilizado todos los datos del set de entrenamiento
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1. Definir W.
2. Tomar un par {X, y} del set de entrenamiento.
3. Evaluar la activacién a de la neurona cuando la entrada es X.

4. Sia # y entonces actualizar los pesos segun W '=W+o.(y — a).X y pasar a 5, caso

contrario volver a 2.
5. Hacer W=W "y volver a 2.

Una vez procesados todos los datos del conjunto de entrenamiento se dice que se ha cumplido

una época.
3. EL PERCEPTRON MULTICAPA

Las configuraciones de las redes presentan aspectos muy diferentes, pero tienen un aspecto

comun, el ordenamiento de las neuronas en capas o niveles como se muestra en la Figura 8.
A partir de su situacion dentro de la red se pueden distinguir tres tipos de capas:

a) De entrada: es la capa que recibe directamente la informacién de las fuentes externas de la

red.

b) Ocultas: son internas a la red y no tienen contacto directo con el exterior. Una red puede no
tener capas ocultas, tener algunas o el nimero de ellas puede ser elevado. Las neuronas de las
capas ocultas pueden estar interconectadas de distintas maneras, lo que determina, junto con

su nimero, la topologia de la red neuronal.
¢) De salida: transfieren informacién de la red hacia el exterior.

Se dice que una red es totalmente conectada si todas las salidas desde un nivel llegan a todos y

cada uno de los nodos del nivel siguiente.

Las redes multicapa se forman con un grupo de capas en cascada. El nimero de capas de una red
esta determinado por las capas ocultas y de salida. Asi una red formada por una capa de entrada y
una de salida se considera monocapa. Esto se debe a que las neuronas de la capa de entrada
transmiten la informacién sin procesarla, es decir son lineales y la funcién de activacién es la
funcién identidad a; = f (vj) = vj En Las llamadas redes feedforward la salida de cada una de
las neuronas de una capa es entrada de cada una de las neuronas de la siguiente capa y ninguna
neurona recibe sefiales de otra de su misma capa o de capas posteriores. Se ha demostrado que

las redes multicapa presentan cualidades y aspectos por encima de las redes de una capa simple.

Utilizando el algoritmo visto anteriormente es posible entrenar multiples nodos o neuronas
formando una red monocapa como la de la figura 8, para clasificar datos linealmente separables.
Esto podtia ocurrir si quisiéramos clasificar caracteres alfabéticos escritos a mano donde se

requieren 26 dicotomfas, cada una separando una clase de letra del resto del alfabeto

10
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Figura 8: Red neuronal monocapa

Fuente: Elaboracién propia

Supongamos ahora tener cuatro clases A, B, C y D que se pueden separar mediante dos fronteras
de decision lineales en el espacio de patrones de entrada como se muestra en la figura 9. La
representacion es esquematica de un espacio de entradas de alta dimensién. Serfa inutil utilizar
una red monocapa para separar estas clases, ya que cada una de ellas no es linealmente separable
del resto de ellas consideradas en forma conjunta. Si bien las cuatro clases no son linealmente
separables, si lo son ciertas clases que podrian formarse agrupandolas de a dos. Por ejemplo, la
clase de mayor orden a la que pertenecen los patrones del tipo A y B, denominada AB, es
linealmente separable de aquella formada por los patrones de tipo C y D juntos, llamada CD. De

la misma manera las clases AD y BC son linealmente separables.

Figura 9: Clasificacion de cuatro clases

Fuente: Elaboracién propia

Se puede configurar una red de dos capas como la de la Figura 10.

Figura 10: Red neuronal de dos capas

OO O0OO0OO0O0O0O0CO0

Fuente: Elaboracién propia

11
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La primera de las capas de la red consta de dos neuronas Uy y U,. Estas unidades con salidas a,

y A5 se entrenan para producir las dicotomias mostradas en la Figura 11.

Figura 11: Salidas de la primera capa

Uy U,
Clase a; Clase a
AB 1 AD
CD 0 BC 0

Fuente: elaboracion propia

Supoéngase que la entrada de las unidades Uy y U, sea un miembro de la clase A. De las tablas de
la figura 11 se desprende que los outputs de ambas neuronas seran a; = a, = 1. Contrariamente,
si las salidas que producen ambas unidades frente a un input X de clase desconocida es 1, segun
la salida de la unidad U; el patrén pertenece a la clase AB y segin la salida de la unidad U, el
patron es de la clase AD. La tnica manera de que el patron X pertenezca a ambas clases es que
sea de la categoria A. Se concluye entonces que a; = 1y a, = 1 siysolosi X esti en la categotia
A. Procediendo en forma analoga con las otras tres posibilidades se obtiene un cédigo en funcién

de las activaciones a4 y a, que se muestra en la Figura 12.

Figura 12: Cédigo de salidas de la primera capa

a; a, |Clase
0 0 C
0 1 D
1 0 B
1 1 A

La segunda capa de la red contiene cuatro neuronas, todas ellas conectadas a cada una de las
neuronas de la primera capa. Para sefialar la clase A la primera neurona de la segunda capa se
configura para producir un output de valor “1” cuando el patrén de entrada sea (1,1) y “0” para
cualquier otra entrada. La segunda neurona se configura para que el output sea “1” si el vector de
inputs es (1,0) y “0” para cualquier otro patréon de entradas y as{ para C y D. Cabe destacar que
los patrones de entrada que llegan a cada una de las neuronas de la segunda capa son linealmente

separables como se puede visualizar graficamente en la Figura 13.

Figura 13: Fronteras de decision para las neuronas de la capa de salida

Fuente: Elaboracién propia

Hay que observar que el éxito de la clasificacion requirié contar previamente con la siguiente
informacion sobre los patrones de entrada:

1. Las cuatro clases se pueden separar mediante dos fronteras lineales de decision

12
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2. Las categorfas AB y CD son linealmente separables, lo mismo que AD y BC.

En efecto, si se hubieran agrupado las clases formando los grupos AC y BD el procedimiento
hubiera fallado. Obviamente resulta conveniente poder entrenar todos los pesos de una red
multicapa prescindiendo del conocimiento a prioti de informacién acerca de los patrones de
entrada como la citada en (2). Una alternativa de entrenamiento supervisado consiste en definir
una funcién de pérdida basada en la suma de los errores debidos a la diferencia entre la salida real
y la salida deseada de todos los patrones del conjunto de entrenamiento. El objetivo es minimizar
el valor de esta funcién de error actualizando iterativamente los pesos de la red mediante el

método del gradiente descendente. Este método requiere utilizar funciones de activacién que sean
. . L. . 1 , . -
diferenciables como la funcién sigmoidea f (vj) = ——f; uma de las mas ampliamente utilizadas
1+e

en los modelos de redes neuronales. Entre los métodos mencionados pueden citarse la regla delta
y al algoritmo de retropropagacion del error o backpropagation que no son tratados en este

articulo.
CONCLUSION

El perceptrén simple es una red neuronal muy sencilla con una unica neurona binaria (funcién de
activacion escalén) en la capa de salida que puede entrenarse para clasificar un conjunto de datos
de entrada en dos categorias. Como se ha visto el entrenamiento es exitoso si los datos son
linealmente separables, es decir pertenecen a uno u otro de los semiespacios delimitados por algun
hiperplano cuya orientacion y desplazamiento estan determinados por el conjunto de valores que
toman los pesos sindpticos de las conexiones entre las neuronas de la capa de entrada y la tnica
neurona de la capa de salida y del umbral de ésta dltima. La red aprende a partir de un conjunto
de datos etiquetados (de clases conocidas) mediante un procedimiento iterativo que actualiza los
pesos sinapticos y el umbral en cada paso hasta lograr clasificar los datos correctamente. En caso
de que no haya separabilidad lineal o para clasificacion en mas de dos categorias se utilizan redes
con arreglos multicapa recurriéndose a métodos de entrenamiento basados en el método del

gradiente descendente para encontrar el minimo de una funcién de error.
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